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ポイント

“帰納”という推論操作を計算論・論理的に定式
化するための枠組み

“精密化”による論理的な仮説生成

“帰納に潜む数学・論理”から

“数学・論理に潜む帰納”



１．帰納論理プログラミングとは

帰納論理プログラミング

(Inductive Logic Programming)
　＝　帰納的な推論＋論理プログラミング
　帰納論理プログラミング(ILP)とは，具体的な観測事
例から，それを一般的に説明する規則性を論理プ
ログラムの形で構成する手法を対象とする研究分
野である．ILPは機械学習や知識のマイニングなど
の帰納推論への応用を目的としているが，観測事
例を仕様，規則性をプログラムと考えれば，論理プ
ログラムの合成と捉えることもできる．

帰納論理プログラミング

計算論的学習



帰納(induction)とは

【帰納】 (induction) : 個々の具体的事実から
一般的な命題ないし法則を導き出すこと。
⇔演繹 (deduction)

機械学習(machine learning)
訓練例を与えることにより，一般的な法則を構成
して，未知の事例に対処する．

知識発見(knowledge discovery)
実験結果や収集したデータ(観測事実)を説明で
きる法則（知識）を発見する



プログラミングの観点から

規則・命題・法則 = プログラム
プログラムが必要な利用者が，直接にプログラ
ミングをすることなく，訓練例・観測事実に相当
するデータからプログラムを構成する．[Rivest改]

E1, E2, E3,... : 訓練例・観測事実

IIM

P1, P2, P3, … : プログラム



フロンティア

G. Plotkin (1971)
論理実証主義(Hintikka and Hilpen)による発
見の定式化

E. Shapiro (1981)
批判的合理主義(Hume, Popper)による発見の
定式化



論理プログラミング(1)
論理プログラミング: 
プログラミング言語 Prolog の原理

論理プログラム = 確定節の有限集合
確定節 : A ← B1, B2,...,Bn　

A, B1, B2,...,Bn は原子論理式 (atomic formula)
Prolog言語では A :− B1, B2,...,Bn .

例 (自然数の計算)
plus(s(X),Y, s(Z)) ← plus(X, Y, Z)
plus(0, X, X) ←



論理プログラミング(2)

例(構造体計算)
app([A|X], Y, [A|Z]) ← app(X, Y, Z)
app([ ], X, X) ←
mem(A,[A | X]) ←
mem(A,[B| X]) ← mem(A, X) 

例(データベース計算)
gf(X, Y) ← pt(X, Z), pt(Z, Y), ml(X)
pt(bob, alice) ←
pt(alice, catherine) ←
ml(bob) ←



論理プログラミング(3)

導出原理(融合原理, resolution)によるゴール節
からのプログラムの実行

← plus(s(s(0)), s(0), Z)

plus(s(X1), Y1, s(Z1)) ← plus(X1, Y1, Z1)
← plus(s(0), s(0), Z1)

plus(s(X2), Y2, s(Z2)) ← plus(X1, Y1, Z2)
← plus(0, s(0), Z2)

plus(0, X3, X3) ←
←

X1= s(0), Y1 = s(0), Z= s(Z1 )

X2= 0, Y2= s(0), Z1= s(Z2 )

X3= s(0), Z2= s(0 )

Z= s(Z1 )= s(s(Z2)) = s(s(s(0 )))



論理プログラミング(4)

解の検証

← plus(s(s(0)), s(0), s(s(s(0))))

plus(s(X1), Y1, s(Z1)) ← plus(X1, Y1, Z1)
← plus(s(0), s(0), s(s(0)))

plus(s(X2), Y2, s(Z2)) ← plus(X1, Y1, Z2)
← plus(0, s(0), s(0))

plus(0, X3, X3) ←
←



最小Herbrandモデル(1)

論理プログラム P の最小Herbrandモデル
M(P) = P のHerbrandモデルで最小

　　　　　　= {A | Aは基礎原子論理式で P |= A }
= { A | Aは基礎原子論理式で
　 ←Aからの導出が成功する}

例
Pplus : plus(s(X),Y, s(Z)) ← plus(X, Y, Z)

plus(0, X, X) ←
M(Pplus ) = { plus(0,0,0) , plus(0,s(0),s(0))),…,

plus(s(0),0,s(0)), plus(s(0),s(0),s(s(0))),…,
plus(s(s((0)),0,s(s(0))),… } 



最小Herbrandモデル(2)

帰納推論の場合, 一つの述語に注目することが多い．
注目している述語に関する成功集合

M(P, p) = { p(t) | p(t) は基礎原子論理式で
　 　　 　← p(t)からの導出が成功する}

例

Ptimes : times(s(X), Y, Z) ← times(X, Y, W),plus(W, Y, Z)
　times(0, X, 0) ←

M(Ptimes) = { times(0,0,0) , times(0,s(0),0),…,
times(s(0),0,0), times(s(0),s(0),s(0)),…,
times(s(s((0)),s(0),s(s(0))),… } 



論理プログラムの機械学習

HB : 基礎原子論理式全体の集合
M : HBの部分集合で M = M(P)
P : 未知の論理プログラム P 
M(P)の要素 : 

正例(正の訓練例, 正の観測事実)
HB － M(P)の要素

負例(負の訓練例，負の観測事実)
既知の論理プログラム B

背景知識

未知の論理プログラム P を構成する．



プログラムの成功集合

例　HBの部分集合
　　　 M = { p(0,0,0) , p(0,s(0),s(0))),…,

p(s(0),0,s(0)), p(s(0),s(0),s(s(0))),…,
p(s(s((0)),0,s(s(0))),… } 

M の要素を正例，
HB － Mの要素を負例,
としたときに, M = M(P) なる論理プログラム

P :   p(s(X), Y, s(Z)) ← p(X, Y, Z)
p(0, X, X) ←

を構成する



議論を厳密にするために

HBの部分集合 M を(利用者の意図として)“選
ぶ”とはどういうことか？

無限集合かも知れない Mの要素や, その補集
合の要素を観測例(訓練例)として与える，とは
どういうことか？

目標のプログラムが“正しく学習できた”とはどう
いうことか？



2．計算論的学習によるILP

計算論的学習

学習を計算論的に定式化・解析

極限同定(identification in the limit)
EXACT学習(質問学習)
PAC学習(probably approximately correct)

情報論的・統計的学習

ニューラルネットワーク

ベイジアンネットワーク

サポートベクトルマシン

EM



計算論的な学習モデル

教師

例(データ)
E1, E2, E3,…

　仮説(など)
H1, H2, H3,…

　

　
M(Hi ) M = M(P)

概念M = M(P)
に関する例示

学習機械
例からを仮説を
導出する
アルゴリズム



概念と仮説

U : 訓練例(観測事実)の表現からなる空間
論理プログラミングの場合は HB
概念 : U の部分集合
論理プログラミングの場合は M ⊆ HB
仮説 : 個々の概念を表現する方法
論理プログラミングの場合は M = M(P)

許容性：個々の概念は一つ以上の仮説で表現
されている

概念は，仮説をパラメータとした集合



例

概念 : M(P) = 
{ p(0,0,0) , p(0,s(0),s(0))),…,

p(s(0),0,s(0)), p(s(0),s(0),s(s(0))),…,
p(s(s((0)),0,s(s(0))),… } 

仮説 : P =  p(s(X), Y, s(Z)) ← p(X, Y, Z)
p(0, X, X) ←



学習のモデル化に必要な項目

(対象) 概念空間 C(H)
学習させたい（したい）概念を含むクラス

未知の目標または「正しい理論」がある

(表現)仮説空間 H
概念の表現全体の集合

個々の概念はある方法で表現されている

(入力) 訓練例・観測事実など
(方式) 推論の方法(近似アルゴリズム)
(出力) 仮説など
(評価) 推論の正当性
教師の意図と学習者の意図の一致



例と注

H = {P1, P2, P3, ... }
P1 = p(X, Y, Z) ←
P2   = p(0, Y, Z) ←
...
P1576   =   p(0, Y, Z) ←

 p(s(0), Y, s(0)) ←
 ...

P2893   = p(0, Y, Y ) ←
　　　　　　　　　　p(s(X ), Y, s(Z)) ← p(X, Y, Z)
　　 ...

M(Pi) = M(Pj) であることも認める



比較：最尤推定

　手元にあるサイコロの１の目の出る確率は
いくらか？

概念空間 二項分布 B(p,i)
全体

仮説空間
(概念の表現の空間)
例の提示方法

近似アルゴリズム

推論の正当性

１の目の出る確率
0 ≤ p ≤1
試行

相対頻度 (最尤推定) 
p^ = k / n

統計的一致性



極限同定モデルでの例の提示

H1, H2, H3, ... E1, E2, E3, ... 　

M : 概念空間の要素である集合
Mに関する正例 : M の要素

負例 : ΗΒ－ Mの要素
正例と負例は <A, +> , <A, －>のように区別して
表現

Mに関する例の提示：正例と負例の無限列
完全提示 : Mに関する全ての正例と全ての負
例が少なくとも1回出現する列



枚挙と生成テストによる極限同定

仮説空間 H 内の論理プログラムの枚挙を固定
　P1, P2,…, Pn,…

for  n = 1  forever
En = 〈 An , bn 〉を受取る　(bn = +または −)
k = 1,  H = P1 

　while ( 0 ≤ ∃ j ≤ n
(Ej = 〈 Αj , + 〉かつ H |= Αj )または
(Ej = 〈 Αj , − 〉かつ H |= Αj ))

　　H = Pk ; k ++
output Hn = H 



例

P : p(s(X), Y, s(Z)) ← p(X, Y, Z)
p(0, X, X) ←

E1= 〈p(s(0),s(0),s(s(0))),+〉 H1=  p(X, Y, Z) ←
E2= 〈p(s(0),0,0), −〉 H2=  p(0, Y, Z) ←

p(s(0), Y, s(0)) ←
E3 =〈p(0,0,0) , +〉 H3= H2

...                                       ...

E318 = 〈p(s(0),s(0),0), −〉 H318 = 
p(0, Y, Y) ←
p(s(X), Y, s(Z)) ← p(X, Y, Z)

...                                       ...



極限同定(identification in the limit)[Gold]

H1, H2, H3, ... E1, E2, E3, ... 　

学習アルゴリズム IIMが概念 Mを極限において
(BC)同定する
⇔ M(P)の任意の完全提示に対して

∃N ∀ n > N Hn = P かつM(P) = M .

学習アルゴリズム IIM が概念クラス C を極限に
おいて同定する

⇔C中の各概念を極限において同定する



背景知識を用いる例

B : app([A | X ],Y, [A |Z]) ← app(X, Y, Z)
app([ ], Y, Y) ←

P :  r([ ],[ ]) 
r([A | X], Y ) ← r(X, Z), app(Z, [A], Y )

〈 r([a, b], [b, a]), + 〉, 〈 r([a, b], [b]), − 〉, 
〈 r([a], [a]), + 〉,   〈 r([a, b, c],[c, b, a]), + 〉, 
〈 r([ ],[a]), − 〉,...



完全提示からの極限同定

概念空間 C(H)
(推定したい概念のクラス)

仮説空間 H
(概念の表現の集合)

例の提示方法

近似アルゴリズム(推論)
推論の正当性

(大域的な振舞)

Hの要素の最小
Herbrandモデル

ある性質を満たす論
理プログラムの集合

完全提示

生成テスト

極限同定



生成テストと論理プログラム

仮説空間 H中の全ての論理プログラム P と　
任意の基礎原子論理式 Aに対して

P |= A かどうかが有限時間で判定可能
であれば，概念クラス C(H)は枚挙と生成テス
トにより，極限同定可能である．

(注) P |= Aの判定をPrologの実行を用いて行うとは
限らない．



線形プログラム(1)

線形論理プログラム P : 
P中の各節 A ← B1, B2,...,Bn　に対して

1.  A中の総記号数 ≥ Bi中の総記号数

2. 各変数 X について
A中の X の出現回数 ≥ Bi中のXの出現回数

例 even(0) ←
　 even(s(s(X))) ← even(X) 

plus(s(X),Y, s(Z)) ← plus(X, Y, Z)
plus(0, X, X) ←



線形プログラム(2)

例の続き

app([A | X ],Y, [A | Z ]) ← app(X, Y, Z)
app([ ], X, X) ←

mem(A,[A | X]) ←
mem(A,[B | X]) ← mem(A, X) 

s-rev([ ], X, X) ←
s-rev([A | X ], Y, Z)  ← s-rev(X, [A| Y ], Z)



MIS(枚挙版)
B ∧ H |−　Ejの証明の段数は n 段に制限可
B ∧ H |− Ej　の証明の段数を関数 hによって制限
する (h-easy)

for  n = 1  forever
fn = 〈 En , bn 〉を受取る
k = 1,  H = S1 
　while ( 0 ≤ ∃ j ≤ n

(fj = 〈 Ej , + 〉かつ B ∧ H |−h(Ej) Ej )または
(fj = 〈 Ej , − 〉かつ B ∧ H |−n Ej ))

　　H = Sk ; k ++
output Hn = H 



論理プログラムと h-easiness
論理プログラムを対象にする場合

B ∧ H |− AnかどうかをSLD反駁で判定
⇒ h : SLD導出の無限ループ判定

線形性を仮定すれば， h は構成可能



極限同定モデルでは

概念クラス C が極限同定可能であったとしても，
現在の仮説 Hiが正しい仮説( M = M(Hi ) )であ
るかどうかが, 学習機械 IIMにはわからない．
質問(EXACT)学習[Shapiro, Angluin]
確率的近似(PAC)学習[Valiant]

仮説の生成の速さについて考慮していない

多項式時間学習



論理を積極的に利用した学習へ

枚挙と生成テストによる極限同定学習において，
論理を使っている点は H |= Ajであるかどうか

の判定だけである．

論理をより積極的に用いた学習

学習における論理性

固定した枚挙に頼らない柔軟な学習

完全提示を求めない高機能な学習

仮説生成の高速化



3．精密化を利用したILP

精密化(refinement)
Shapiro がMIS(Model Inference System)のため
に導入

その後の帰納論理プログラミングの理論やシス
テムにおいて，様々なバージョンが陽に暗に利
用される．

Plotkinによる帰納論理プログラミングの核であ
る反単一化も精密化に基づいている



正データ（正提示)

M : 概念空間の要素である集合
Mに関する正例 : M の要素
Mに関する例の正提示(正データ)：
Mに関する全ての正例だけからなり，全ての
正例少なくとも1回出現する列
完全データの場合と同様に極限同定可能性
を定義する．



正データからの極限同定(1)
Th. [Gold]概念空間 C(H)は, 全ての有限集合と
無限集合を一つ以上含めば正データから極限
同定可能でない．

単位節プログラム : 有限個の原子論理式からな
る論理プログラム

P :  　A1 ←
　A2 ←
　…
　An ←

HUNIT : 単位節プログラム全体
C(HUNIT )は正データから極限同定可能でない．



原子論理式と正データ学習

HATOM = { A ← : Aは原子論理式} 
: 単位節一つだけからなる論理プログラム全体

Th. [Lassez et al.] C(HATOM)は正データから極限
同定可能

例 p(X, Y, s(Z)) ← ∈ HATOM

M(p(X, Y, s(Z)) ← ) =
{p(0,0,s(0)), p(s(0),0,s(0)), p(s(s(0)),0,s(0)), ...
p(0,s(0),s(0)),..., p(0,0,s(s(0))),...}



原子論理式の極限同定

概念空間 C(H)
(推定したい概念のクラス)

仮説空間 H
(概念の表現の集合)

例の提示方法

近似アルゴリズム(推論)
推論の正当性

(大域的な振舞)

C(HATOM): 原子論理式
の最小Herbrandモデル

全体

原子論理式全体
{A1, A2, …}
正提示

反単一化

極限同定



反代入例(anti-instance)
部分項を変数化

異なる部分項には，異なる変数
一つの部分項には，複数の変数も可

p(X, s(0), s(s(0)))
p(X, s(Y), s(s(0)))
p(X, s(Y), s(s(Y))) 
p(X, Y, s(Z)) 

通常は，逆代入ではなく，逆代入による結果
に興味がある．



最小共通汎化(lca)

A, B : 項または原子論理式
A, Bの共通汎化 (common anti-instance):
Lθ = A, Lσ = Bとなる項または原子論理式 L
A, Bの最小共通汎化 L (least common anti-
instance, lca) : 
1. A と B の共通汎化であって, 
2. A と B の任意の共通汎化Mに対して Mξ = L

Th[Plotkin]項または同じ述語記号の原子論理式
A, B に対して,最小共通汎化は常に存在して, そ
れを求めるアルゴリズムが存在する. 



共通汎化の別名

共通汎化を反単一化(anti-unification)ともよば
れる．最小共通汎化を求めるアルゴリズムを

反単一化アルゴリズムとよぶ．

原子論式以外の論理式に対しても汎化を定義
するとき，汎化は generalization, 最小共通汎化
は least general generalization という語を用いる．

Plotkinは単一化(unification)と相対的な演算として
反単一化を考案したが，least general generalization
とよんだ



反単一化アルゴリズム

〈p(0, s(0), s(s(0))), p(s(0), 0, s(0)) 〉
〈p(0, s(0), s(s(0))), p(s(0), 0, s(0)) 〉
〈p(X0,s(0), s(0), s(s(0))), p(X0,s(0), 0, s(0)) 〉
〈p(X0,s(0), Xs(0),0, s(s(0))), p(X0,s(0), Xs(0),0, s(0)) 〉
〈p(X0,s(0), Xs(0),0, s(s(0))), p(X0,s(0), Xs(0),0, s(0)) 〉

〈p(X0,s(0), Xs(0),0, s(Xs(0),0)), p(X0,s(0), Xs(0),0, s(Xs(0),0)) 〉

p(X, Y, s(Y))



原子論理式に対する推論規則

原子論理式に対する推論規則

A A
A[X := f (X1,…,Xn)] A[X:=Y]

n ≥ 0
X,Y はAに出現する変数
X1,…,XnはAには出現しない相異なる変数

述語記号 p の任意の原子論理式(の変種, 
variant)は上の二つの規則によって,  p(X1,…,Xn ) 
から導出可能



反単一化と意味

２つの原始論理式の演繹的最小近似

一般的

具体的

p(X,  Y,  Z) 

p(s (X), Y, Z) p(X,  Y, s(Z))    p(X, Y, Y)  …

p(X, Y, s(Y))

p(X, s(Z), s(s(Z))) p(s(0), y, s(Y))

p(s(0), 0, s(0))
p(0, s(0), s(s(0)))



原子論理式の極限同定

C(HATOM): 原子論理式の
最小Herbrandモデル全体

二項分布 B(p,i)
全体

原子論理式全体
{A1, A2, …}
正提示

反単一化

極限同定

１の目の出る確率
0 ≤ p ≤1
試行

相対頻度 (最尤推定) 
p^ = k / n

統計的一致性



有限の厚さ(finite thickness)
一つの基礎原子論理式に対して，それを含むような
概念 L(A) は有限個しかない

一般的

具体的

p(X,  Y,  Z) 

p(s (X), Y, Z) p(X,  Y, s(Z))    p(X, Y, Y)  …

p(X, Y, s(Y))

p(X, s(Z), s(s(Z))) p(s(0), Y, s(Y))

p(s(0), 0, s(0))
p(0, s(0), s(s(0)))



正データからの学習(2)

Th. [Angluin] もし概念空間 C(H) が 有限の厚
さを持つならば, C(H)は正データから極限同
定可能である.



応用例
半構造化文書群からの共通パターン抽出

[Yamamoto et al. 01]



半構造化データ

<TABLE>
<TR>
<TD>a</TD> <TD>b</TD> 
</TR>
<TR>
<TD>c </TD> <TD>d</TD> 
</TR>

</TABLE>

a b
c d

TABLE(TR(TD(a)TD(b))TR(TD(c)TD(d)))



DOM
TABLE(TR(TD(a)TD(b))TR(TD(c)TD(d)))

<TABLE>

<TR>                    <TR>

<TD>     <TD>      <TD>     <TD>

a b             c             d



反単一化への帰着

タグの子の数は，タグによって定まっている．

対象とする表の行数，列数は一定

兄弟タグはコンマで分離

　　　　TABLE(TR(TD(a), TD(b)), TR(TD(c),TD(d)))
文字列部分(PCDATAに相当)は記号1個と仮
定する．

文字列の構造までは考慮しない

共通パターンを表すために変数を用いる．



変数による共通パターン表現

a b

c d

e f

g h

X Y

Z W

TABLE(TR(TD(a), TD(b)), TR(TD(c), TD(d)))
TABLE(TR(TD(e), TD(f)), TR(TD(g), TD(h)))

TABLE(TR(TD(X), TD(Y)), TR(TD(Z), TD(W)))



変数による共通パターン表現

TABLE(TR(TD(a), TD(b)), TR(TD(a), TD(d)))
TABLE(TR(TD(e), TD(b)), TR(TD(e), TD(h)))

TABLE(TR(TD(X), TD(b)), TR(TD(X), TD(W)))
Xa,e  Xa,e Xd,h

a b

a d

e b

e h

X b

X W



Unit Programの極限同定

概念空間

C(HATOM)k ={ M(A1) ∪ … ∪ M(An) 
　: Aiは基礎原子論理式かつ n ≤ k }

は正データから極限同定可能
Ramsey’s TheoremやHigman’s Theoremを使う



有限の弾力性

概念空間C(H) が有限の弾力性をもつ

⇔HBの要素の無限列
A1, A2 ,…, An ,…

と C(H) 中の概念の無限列

M(P1), M(P2) ,…, M(Pn) ,…
で,　常に
{A1, A2 ,…, An }⊆ M(Pn) かつ An+1 ∉ M(Pn+1)
であるようなものを構成することができない

有限の厚さ⇒有限の弾力性



正データからの学習(3)

Th. [Wright] もし概念空間 C(H) が有限の弾力
性を持つならば, C(H)（中の各概念)は正デー
タから極限同定可能である.

Th. [Wright] もし概念空間 C(H) が 有限の弾力
性を持つならば, 
C(H)k = {C1∪…∪ Cn : Ci ∈ C(H) かつ n ≤ k }
は正データから極限同定可能である.



節の最小共通汎化

Th[Plotkin]節(確定節)の最小共通汎化は常に存
在して, それを求めるアルゴリズムが存在する.

A ← B1, B2,...,Bn　とA’ ← B’1, B’2,...,B’mの最小
共通汎化 :

A ← B1 ,..., B1, B2,..., B2, B3 ,..., Bn

A ← B’1 ,..., B’1, B’2,..., B’2, B’3 ,..., B’n

に原子論理式としての反単一化を適用し，その

結果を宿約する．



RDBからの知識発見[Plotkin1971]

ID Class Size Color Animal
A Dangerous Small Black Bear 
B Dangerous Medium Black Bear
C Dangerous Large Black Dog
D Safe Small Black Cat
E Safe Medium Black Horse
F Dangerous Large Black Horse
G Dangerous Large Brown Horse



class(a, dangerous) ←
size(a, small), color(a, black), animal(a, bear)

...

H : cls(X, dng) ← clr(X, blk), ani(X, bear)
cls(X, dng) ← sz(X, large) 
cls(d, sf) ← sz(d,small), clr(d, blk), ani(d, cat)
cls(e, sf) ← sz(e, small), clr(e, blk), ani(e, bear)



包摂関係

包摂(subsumption)関係 P ≥ Q : 
論理プログラム間の導出可能性による順序

P P U C
P U { A ← B1, B2,...,Bn , p(X1,…,Xn )}}          P

P P
P U C[X := f (X1,…,Xn)] P U C[X:=Y]

ただし C : A ← B1, B2,...,Bn 
X1,…,XnはC には出現しない相異なる変数



包摂関係と最小Herbrandモデル

包摂関係は最小Herbrandモデルの包含関係に
関する順序を導く(単調性) 
　　　　P ≥ Q ⇒M(P) ⊇ M(Q)

≥に関して最大のプログラム :  
p1(X1,…,Xn1 ) ←
p2(X1,…,Xn2 ) ←
p3(X1,…,Xn3 ) ←

... 　
推論規則による論理プログラムの導出を帰納
推論では精密化とよぶ



反単一化と意味

２つの原始論理式の演繹的最小近似

一般的

具体的

p(X,  Y,  Z) 

p(s (X), Y, Z) p(X,  Y, s(Z))    p(X, Y, Y)  …

p(X, Y, s(Y))

p(X, s(Z), s(s(Z))) p(s(0), Y, s(Y))

p(s(0), 0, s(0))
p(0, s(0), s(s(0)))



Model Inference System
Model Inference System[Shapiro]
節の包摂関係を利用した負データからの学習

A ← B1, B2,...,Bn 
A ← B1, B2,...,Bn , p(X1,…,Xn )

C C
C[X := f (X1,…,Xn)] C[X:=Y]



負例による仮説の具体化

H |− E ならば H ∧ C |− E 
正例を説明するだけなら, 冗長な節が含ま

れていても気にしなくてよい

節CがDを包摂するならば, 
H’ ∧ D |− E ⇒ H’ ∧ C |− E 
Dを用いて負例が説明できるのならば, 

Cを使っても説明できてしまう



負の例による具体化

< e(s(s(0))), − >

p(X) 

e(s(X))　 e(0)

e(s(s(X)))　 e(s(0))

e(s(s(s(X))))　 e(s(s(0)))

H = e(0) ∧ e(s(0)) ∧ e(s(s(s(X)))



負の例による具体化

< q(s(0), 0) , − >

q(X,  Y) 

q(s(X), Y)　 q(X, f(Y)) q(X, X) q(a, Y) q(X, a)

q(s(s(X)), Y) q(s(0), Y)  q(s(X), s(Y))　q(s(X), 0) … q(0, 0)

q(s(0), s(Y)) q(s(0)), 0)

H =   q(X, s(Y)) ∧ q(X, X) 
∧ q(0, Y) ∧ q(s(s(X)), Y) ∧ q(s(0), s(Y))



MISの仮説探索方法
節全体からなる仮説空間を包摂関係と記号数
を用いて構造化

H

K



例

Hi-1 = e(X) ← fi-1 = 〈 e(s(s(s(0)))), − 〉
L1 =    e(0) ← ∧ e(X) ←
L2 =    L1

∧ e(s(0)) ← ∧ e(s(X)) ←
L3 =    L2

∧ e(s(s(0))) ← ∧ e(s(s(X))) ←
∧ e(s(0)) ← e(0) ∧ e(s(X)) ← e(0)
∧ e(s(0)) ← e(X) ∧ e(s(X)) ← e(X)

L4 =    L3
∧ e(s(s(s(0)))) ← ∧ e(s(s(s(X)))) ←
∧ ...
∧ e(s(s(0))) ← e(X) ∧ e(s(s(X))) ← e(X) ∧ ...



質問学習モデル

教師

概念Hに関する
例示

例 + 判定
E1, E2, E3,…

　

　 　仮説 + 質問
H1, H2, H3,…

学習機械
例からを仮説を
導出する
アルゴリズム



多項式時間質問学習[Angluin(1988)]

学習アルゴリズム Mは
等価性質問 hi-1 = L? を用い, 
もしnoなら多項式個の反例

wi1,...wim　∈ hi-1 ∆ Lを受け取り
多項式時間で仮説 hi を生成し, 
最終的に hn = L を出力する

Lのパラメータと反例の最大長の多項式



漸増戦略(1)
H = ∅
while (H≠ H*) do
次の反例 E をもらう
for each C ∈ H do 

lca(C, E)を用いて所属性質問をする
　　　　(H*にlca(C, E)を包摂する節があるか)

if yes for some C then
H中のCをlca(C, D)で置き換え

else
H に Eを追加



例

H* = p(X, Y, f(Y)) ∧ p(f(a), b, f(a)) H = ■
1    p(b, a, f(a))⇒ H = p(b, a, f(a))
2    p(f(a), b, f(a))
　 ? lca(p(b,a,f(a)), p(f(a),b,f(a))) = p(X, Y, f(a))

“no” ⇒ H = p(b, a, f(a)) ∧ p(f(a), b, f(a))
3    p(a, f(a), f(f(a)))

? lca(p(b,a,f(a)), p(a,f(a),f(f(a)))) = p(X, Y, f(Y))
“yes”
? lca(p(f(a),b,f(a)), p(a,f(a),f(f(a)))) = p(X, Y, f(Z))
“no”
⇒ H = p(X, Y, f(Y)) ∧ p(f(a), b, f(a))



欠落節

Missing(E, H)
　未知の論理プログラム H* を用いてH* |− Εを証
明する際に用いた節Cが包摂する節Dで
H |− D であるもの



漸増戦略(2)
H = ∅
while (H≠ H*) do begin
次の反例 Eをもらう
D := Missing(E, H)

　　　　/* H |= Dかつ C ∈ H*かつ C ≥ D ∗/
for each C ∈ H do 

H*にlca(C, E)を包摂する節があるか?
if yes for some C then

H中のCをlca(C, D)で置き換え
else

H に Eを追加



４．最近の研究動向

極限同定とΣ2論理式

正データ学習と計算代数

情報論的学習・統計的学習と論理プログラミン
グ

データマイニングと論理プログラミング



極限同定とΣ2論理式

極限同定学習における生成テストのプロセスは
Σ2論理式で表現できる

∃ Η ( hyp (H) ∧ ∀Ε  (expl (E) → cst(H, E))
hyp : 仮説空間の定義述語
expl ：概念の定義述語
cst : 無矛盾性の判定

極限数学[Nakata and Hayashi]
RichProlog[Martin et al.]
排中律の階層[Akama et al.]



極限同定と互除法

概念空間

概念の表現
(仮説空間)
例の提示方法

近似アルゴリズ
ム(推論)

推論の正当性
(大域的な振舞)

C(HATOM)

原始論理式
A

正データ

反単一化

極限同定

自然数mの
倍数

mそのもの

正データ

互除法

自然数の最小
値の存在



正データ学習と計算代数

概念空間

概念の表現
(仮説空間)
例の提示方法

近似アルゴリズ
ム(推論)

推論の正当性
(大域的な振舞)

C(HATOM)

原始論理式
A

正データ

反単一化

極限同定

自然数mの
倍数

mそのもの

正データ

互除法

自然数の最小
値の存在

多項式環の　
イデアル全体

イデアルの
有限基底

正データ

Buchberger
アルゴリズム

ネータ性



Hilbertの基底定理の本質
単項式イデアルは有限生成(Dicksonの補題)

xm yn zk   ⇒ (m, n, k)

n

m

(2, 6)

(5, 3)



Hilbertの基底定理の本質
単項式イデアルは有限生成(Dicksonの補題)

xm yn zk   ⇒ (m, n, k)
n

m

(2, 6)
(5, 3)



「計算」と「学習」の歴史
基底定理

Hilbert 決定問題
1930s Church 「計算」概念提唱

　　 　計算論

　　　　　TM から計算機へ

1960s          Gold 計算論的学習
1970s Angluin正データ学習
1980s Valiant 効率的学習 グレブナ基底

　　　　　　　　　　　　　　　　　　　　　　Mathematica



反単一化再考

〈p(0, s(0), s(s(0))), p(s(0), 0, s(0)) 〉
〈p(0, s(0), s(s(0))), p(s(0), 0, s(0)) 〉
〈p(X0,s(0), s(0), s(s(0))), p(X0,s(0), 0, s(0)) 〉
〈p(X0,s(0), Xs(0),0, s(s(0))), p(X0,s(0), Xs(0),0, s(0)) 〉
〈p(X0,s(0), Xs(0),0, s(s(0))), p(X0,s(0), Xs(0),0, s(0)) 〉
p(X, Y, s(Y))

任意の原始論理式が，２つの基礎原始論理式
の“差”で表せる

⇒　M(A)には基底{A1, A2}がある．



正データからの学習(4)

Th. [Angluin]　概念空間 C(H) が正データから極
限同定可能であるための必要十分条件は，
C(H)中の各概念M(P)の有限証拠集合(finite-
telltale) T(P)が存在し，表現 P を与えるとT(P)
の要素を枚挙する手続きが存在することである

概念M(P)の有限証拠集合(finite-telltale) T(P) :
　T(P) ⊆ M(P)かつ

M(P)≠M(P’)であるどのようC(H)中の概念M(P’)
に対しても T(P) ⊆ M(P’) ⊂ M(P) とはならない．



情報論的学習と論理プログラミング

パラメータ推定と論理プログラミング

PRISM [Sato]
ベイジアンネットと論理プログラミング[de Raed]
SVMと論理プログラミング
などなど



実働システムについて

Aleph 帰納論理プログラミング・システム
YAP (Yet Another Prolog) のApplication の一つ
http://www.ncc.up.pt/~vsc/Yap/
SWI Prologでも動作

PRISM　統計的学習システム(東工大佐藤研)
http://sato-www.cs.titech.ac.jp/ja/research/
B-Prologで動作
論理プログラムの分布意味論に基づく

http://www.ncc.up.pt/~vsc/Yap/
http://sato-www.cs.titech.ac.jp/ja/research/


国際会議は

ILP (Inductive Logic Programming)
ALT(Algorithmic Learning Theory)
COLT(Computational Learning Theory)
などが有名ですが...



Learning with Logics 
and 
Logics for Learning

collocated with 
the 19th Annual Conference of JSAI

KitaKyuhsu (Kokura)
13-14 June 2005
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